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Abstract

本文设计了一个掩码视觉-语言Transformer模型（MVLT），旨在学习时尚领域中的跨模态表征。
从技术层面来看，本文使用基于视觉Transformer模型针对BERT [1]结构进行重构，使其成为时
尚领域中第一个可端到端训练的多模态框架。此外，本文设计了掩码图像重建（Masked Image
Reconstruction，MIR）预训练策略，用于时尚领域中的细粒度理解。MVLT模型的易用性高且扩
展性强，接收原始多模态数据作为输入，可以进行隐式的视觉-语言对齐，而无需引入额外的预
处理模型（例如：ResNet）。更重要的是，MVLT模型能够轻易泛化到各种匹配任务和生成任务
中。实验结果表明，与Fashion-Gen 2018数据集获胜者Kaleido-BERT相比，在检索任务rank@5指标
和识别任务精度上分别提高了17%和3%。代码获取链接：https://github.com/GewelsJI/MViLT。

Keywords: 视觉-语言预训练任务、掩码图像重建、Transformer、时尚领域、电子商务。

1 引引引言言言

Transformer模型的出现引起了学术界的广泛

关注，并促进了计算机视觉（CV） [3, 4]和

自 然 语 言 处 理 （NLP） [5, 6]的 发 展 。 由

于Transformer模型的卓越表现，研究者们也不断

探索其在视觉-语言（VL）领域的作用 [7–11]。

为更好地利用CV 和NLP 领域中的预训练模型，

现有的通用视觉-语言模型主要使用预训练后

的BERT模型 [1]、视觉特征提取器 [14, 15]或者同

时使用两者。然而，通用的视觉-语言方法 [16–

18]仍难以被应用于电商中的时尚领域，主要因为

以下两个问题：a）））粒粒粒度度度不不不足足足: 不同于具有复杂背

† 同等贡献。B 通讯作者。本工作由季葛鹏在阿里巴巴集团实习期

间完成。本文为MIR2023 [2]的中文翻译稿，由季葛鹏翻译，诸葛鸣

晨、高德宏、范登平校稿。
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图图图1 用于视觉-语言预训练 [12, 13]的视觉重建任务使用了随

机掩码策略（即：使用M填充去替换原始向量）的掩码图像建

模（上图），其用于在特征层级重建预提取的视觉语义（向

量）。本文引入基于掩码图像重建的生成式任务（下图），其

直接重建像素层级的原始图像。

景的通用场景，若模型仅关注时尚产品的粗粒度

语义是远远不足的 [19–21]，因为这种方式将导致

1

https://github.com/GewelsJI/MViLT


2 MVLT

网络收敛于次优解。反之，面向时尚领域的模型

往往需要更细粒度的表征，例如：一件具有不同

材质（例如：羊毛、亚麻、棉）或衣领（例如：

立领、古巴领、温莎领）的西装。b）））迁迁迁移移移性性性差差差:

就时尚领域任务而言，当前预提取的视觉特征缺

乏针对性，从而限制了跨模态表征的能力。

为 解 决 上 述 问 题 ， 本 文 提 出 了 一 个

新颖的视觉-语言框架，称为掩码视觉-语

言Transformer（Masked Vision-Language Trans-

former, MVLT）。具体而言，本文首先针对

时尚领域的VL框架引入了一个生成式任务，

即：掩码图像重建（Masked Image Reconstruc-

tion，MIR）。相比于之前的预训练任务，例

如：掩码图像建模（回归任务）或者掩码图像

分类（分类任务），MIR使网络通过像素级视觉

信息来习得更多细粒度表征（请参见图1）。此

外，受金字塔视觉Transformer （PVT） [22]的

启发，本方法使用金字塔结构作为视觉-语

言Transformer。所引入的MIR任务显著增强了

模型对特定时尚领域理解和生成式任务的适

应能力，并且能够以端到端的方式训练。为

此，MVLT模型可直接处理原始的稠密形式的

多模态输入，即：语言词例（token）和图像块

（patch），而无需额外的预处理模型 [23, 24]

（如使用ResNet）。本本本文文文的的的主主主体体体贡贡贡献献献总总总结结结如如如下下下:

• 本文提出一种全新的掩码图像重建（MIR）任

务，这是在视觉-语言预训练中第一个采用像素

级生成的方案。

• 基于MIR任务，本文提出了一个用于时尚领域

的端到端视觉-语言框架MVLT，极大地提高了

下游任务和大规模网站应用的可迁移性。

• 广泛实验表明，MVLT模型在匹配式和生成式

任务上的表现明显优于同期的前沿模型。

2 研研研究究究背背背景景景

近 年 来 ， 基 于BERT模 型 的 预 训 练 模 型

在 视 觉-语 言 任 务 中 被 广 泛 研 究 。 之

前 的 若 干 尝 试 都 在 诸 多 下 游 应 用 中

获 得 了 成 功 ， 例 如 ：LXMERT [25]、VL-

BERT [26]和FashionBERT [12]。现有研究及结果

表明，BERT模型是一种用于学习多模态表征的

强大方法，其性能优于先前基于CNN模型 [27]或

基于LSTM模型 [28]的方法。与以往研究工作相

比，本文旨在开发一种更为高效的自监督目标任

务，其可以轻易地部署于预训练过程，并为实际

应用提供更好的表征。因此，本节回顾了给予我

们最大启发的有关掩码式学习策略和端到端多模

态框架的文献。

2.1 掩掩掩码码码式式式学学学习习习策策策略略略

掩码建模策略是BERT模型 [1]中重要的自监督任

务，并在自然语言处理领域中崭露头角。因为该

策略在多模态和视觉任务中同样具有实用性，所

以研究人员迁移了其在语言模型中的优势。大多

数视觉-语言方法 [17, 26, 29]将掩码建模策略迁移

到视觉词例（token）中，并使用回归任务从随机

替换中构建词例（token）特征或者使用分类任务

来预测词例（token）的属性。为了降低学习的难

度，Kaleido-BERT模型 [13]通过采用万花筒策略

来优化掩码式建模，进而促进多粒度语义下的联

合学习。虽然该方法提高了时尚领域中视觉-语

言相关任务的性能，但是词例-图像块（token-

patch）的预对齐方案仍然很复杂，阻碍了实际

场景中的下游应用。与本文思想类似的是另一工

作 [30]引入了MLIM方法，使用图像重建任务增

强了掩码图像的建模。然而，本文的实验表明在

没有任何提示的情况下，要求一个模型重建整张

图像过于困难。最近，BEiT模型 [31]和MAE模

型 [32]利用BERT风格的预训练任务作为视觉学

习的一部分，并发现在该方案下能够有效地学习
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图图图2 MVLT与现有的时尚领域视觉-语言框架的比较。FashionBERT模型（a）利用基于语言的编码器（即：BERT模型）来提取

单尺度视觉输入（即：图像块）的视觉-语言表示。Kaleido-BERT模型（b）基于上述模型进行了如下两种扩展：增加了五个固

定尺度的输入（即：Kaleido图像块）以获得层次化的视觉特征，并设计了Kaleido视觉预任务以充分学习视觉-语言表征。然而，

这些模型的视觉编码是固定的（即：不可训练的权重），因此缺乏特定领域的视觉知识，严重阻碍了它们的迁移性。不同的是，

本文所提出的MVLT模型（c）通过在端到端框架中引入掩码视觉任务，以一种自适应的方式学习层次化特征，大大促进了与视

觉-语言相关的理解和生成任务。

视觉语义信息。这两项工作进一步表明，将原始

的掩码图像建模（即回归任务）转换为掩码图像

重建任务是具备可能性的。然而，本文的主要目

标是设计一个生成式的代理（pretext）任务，在

消除对先验知识需求的同时，让视觉-语言预训练

中图像建模过程更为容易，这将使得拥有十亿级

数据容量的实际下游应用极大受益。

2.2 端端端到到到端端端多多多模模模态态态框框框架架架

Pixel-BERT模型 [33]是第一个考虑端到端预训练

的方法。其采用了2×2的最大池化层来减少图像

特征的空间维度，每张图像被降采样64倍。虽然

这项工作开创了端到端预训练的先例，但是这

种初步方法在实际环境中不能很好地发挥其效

力，因其仍然使用了ResNet模型 [14]作为联合预

训练的一部分，并没有考虑到速度和性能的损

失。最近，VX2TEXT模型 [34]提出将所有模态

转换到语言空间，然后使用松弛方案实现端到

端预训练。虽然将所有的模态转化为统一隐空

间的做法是令人振奋的，但是忽略了其仍然使

用预训练方法所提取的数据作为模型输入，因

此不能被视为一个真正意义上的端到端的框架。

根据时间线梳理，ViLT模型 [35]是第一个使用基

于图像块（patch）的映射取代基于区域或网格

特征来设计端到端框架的研究方法。然而，如

果没有其他设计并不具有竞争力的性能，因为

其仅是ViT模型 [3]的一个简单扩展。Grid-VLP模

型 [36]与ViLT模型相似，但其进一步证明了使用

预训练的CNN作为视觉骨干网络可以提高下游

任务的性能。SOHO模型 [37]将整个图像作为输

入，并创建一个视觉字典来进行局部区域的仿

射变换。然而，由于缺乏可靠的对齐信息，这

种方法并不适合时尚领域的应用。因此视觉字典

可能仅学习到背景或前景的定位，而不是复杂的

语义。此外，还有一些为端到端预训练设计的方

法 [38–40]，但它们是用于特定的任务，并不直接

适用于本文的研究领域。

尽管现有的研究工作都采用了不同的策略来构

建端到端的方案，但丢弃使用预训练模型的方法

（如：ResNet模型、BERT模型）和使用原始数

据（即：文本、图像）作为输入的解决方案仍然

没有得到充分的探索，而这一特性对于多模态应

用的可拓展性十分重要。
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图图图3 MVLT的框架示意图。MVLT的整体结构由四个阶段组成，每个阶段均包含语言和视觉嵌入过程以及Mk个Transformer编

码器。通过在三个子任务中引入掩码策略，即：掩码图像重建（MIR）、图像-文本匹配（ITM）和掩码语言建模

（MLM），MVLT以端到端的方式进行训练。详细描述请参见第3节。

评评评注注注：：： 如图2所示，与现有的两种时尚领域的

方法相比，即FashionBERT模型（a）和Kaleido-

BERT模型（b），本文提出的MVLT（c）也是

一个基于图像块（patch）的视觉-语言学习框

架。本文所提出的MVLT将PVT模型 [22]进行了

扩展，成为一个用于解决时尚领域跨模态任务的

自适应提取层次表征架构。它也是第一个用于解

决时尚领域视觉-语言预训练的端到端模型，这也

使得在使用双塔结构时，可以简化MVLT模型在

时尚领域任务中复现流程。

3 掩掩掩码码码式式式视视视觉觉觉-语语语言言言Transformer

模模模型型型

本文旨在为时尚领域建立一个端到端的视觉-语言

预训练框架。图3展示了MVLT模型的整体框架。

与PVT模型类似，本文提出的模型也采用四阶段

结构生成不同尺度的特征。其中，多模态编码器

（第3.1节）和预训练目标（第3.2节）为MVLT模

型的两个关键部分。

3.1 多多多模模模态态态编编编码码码器器器

如图3所示，MVLT模型可同时接受视觉和语言的

输入。对于语言侧，本文首先对时尚产品描述文

字进行语言词例（token）的生成，并使用特定

的[MASK]词例以rl 的比例
1对描述词例进行随机

掩码。随后，在掩码后的词例序列头部插入一个

特定的[CLS]词例。此外，如果词例序列长度小

于128，使用[PAD]词例将该序列填充到一个统一

的长度L。这会生成语言的输入id成为T ∈ RL =

〈t1; · · · ; tL〉。在视觉侧，本文将I ∈ RH×W×3 作

为视觉输入，其中H 和W 代表给定输入图像的高

度和宽度。该输入被切分成多个网格状的图像块

（patch）V ∈ RN×P×P×3 = 〈v1; · · · ; vN 〉，其
中N = HW

P 2 为图像块的总数，P 为图像块的长宽

尺寸。同样地，分割后图像块以rv的比例进行掩

码操作。关于上述语言和视觉部分的掩码策略，

在第3.2节给出了详细描述。

1这里遵循了BERT模型 [1]的默认设置。
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表表表1 MVLT模型中多模态编码器的超参数设置。

超超超参参参数数数 k = 1 k = 2 k = 3 k = 4

层数量Mk 2 2 2 2
隐维度Dk 64 128 320 512
降采样尺寸Rk 4 8 16 32
卷积核尺寸Kk 4 2 2 2
步长Sk 4 2 2 2

上述的多模态输入数据经编码后被送入四个连

续的视觉-语言交互阶段（即：k ∈ {1, 2, 3, 4}）。
在第一阶段，本文通过给定的输入（T和V），

分别生成视觉嵌入特征T1和语言嵌入特征V1。

为了简化描述，在后文中将默认考虑第k个阶

段。如图3底部所示，本文首先将语言输入Tk ∈
RL×Dk 编码为语言隐特征mk ∈ RL×Dk+1，该过

程可以被表述为：

mk = Tk ∗Wk
t + Pkt , (1)

其中Wk
t ∈ RDk×Dk+1 和Pkt ∈ RL×Dk+1分别代表

可学习的线性编码矩阵和位置编码矩阵。Dk代表

隐特征编码的维度。

每 阶 段 输 入 的 视 觉 编 码 为Vk ∈
R

H
Rk
× W
Rk
×Dk，其中Rk表示视觉编码的空间降采

样尺寸系数。为获得金字塔式的视觉特征，首

先对Vk进行二维投影（即二维卷积模块），再

展平为视觉隐特征nk ∈ R(HW/R2
k+1)×Dk+1。具

体而言，该投影过程使网络通过参数为Wk
v ∈

RDk×Kk×Kk×Dk+1 的卷积核将等效空间维度

从RHW/R2
k 减少到RHW/R

2
k+1，其中Kk 为卷积核

尺寸，Sk 为步长，公式描述为：

nk = Flatten(Vk ∗Wk
v) + Pkv , (2)

其中，Pkv ∈ RN×Dk+1 表示位置编码矩阵。随

后将视觉-语言隐特征进行拼接zk = 〈mk; nk〉，
并将其送入Mk个视觉-语言Transformer编码器。

每个编码器都包含具有空间降采样（即：降

采样模块）的多头自注意层、多层感知机

（MLP）和层归一化模块。最后，得到编码后

Split Patches

Split Patch

(a) ViT-based (b) PVT-based (Ours)

Masking
Unit

图图图4 基于PVT的结构为设计掩码策略提供了更多的选

择。基于ViT模型[35]的传统方法（a）只选择一个固定

尺度，即P 2的图像块（patch）来进行掩码。然而，基

于PVT的方法（b）更加灵活，因为它结合了更多细粒度

的图像块（patch）作为掩码的基本单元，即(α × P )2，其

中α ∈ {1, 2, .., 8}。该特性提供了一种灵活的方式，即通过不
同α值学习合适的语义信息。

的多模态特征zk+1 = 〈mk+1; nk+1〉，并将其拆
分为语言部分Tk+1 = mk+1和视觉部分Vk+1 =

Reshape(nk+1)，其中Reshape(·)操作用于恢复
指定特征的空间维度。

经过四个视觉-语言交互阶段，分别生成了四

个文本编码特征{Tk}4k=1和四个具有金字塔形态

的视觉编码特征{Vk}4k=1。表1中展示了更为详细

的超参数设置。

3.2 预预预训训训练练练任任任务务务

为了获得具有鉴别性的多模态表征，本文采用了

三个预训练任务，从最原始的模态输入中建立视

觉-语言之间的交互关系和内在关系，包括：视觉

模态交互任务（掩码图像重建，MIR）、语言模

态交互任务（掩码语言建模，MLM）以及视觉-

语言模态交互任务（图像-文本匹配，ITM）。

预预预训训训练练练目目目标标标1: 掩掩掩码码码图图图像像像重重重建建建（（（MIR）））: 通用领

域模型可以从基于图像块或基于区域的预训练

目标中学习粗粒度语义，并获得令人满意的结

果。但是，时尚领域的模型需要更为细粒度的
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表征，例如：具有不同材料（例如：羊毛）或

衣领（例如：温莎）的西装，这就需要建立像素

到像素关系的视觉预训练目标。受掩码式语言建

模 [1]的启发，本文试图从生成任务的角度建立像

素与像素之间的关联，进而提高视觉表征的可延

展性。因此，本文设计了掩码图像重建（MIR）

预训练目标。为提高MVLT模型在MIR任务上的

学习效果，本文基于PVT [22]的金字塔结构设计

了一个灵活的掩码策略。不同于图4（a）中基

于ViT模型的掩码策略，本文的架构（b）设计

了包含更高细粒度图像块（patch）的掩码单元

矩阵，对输入图像进行掩码操作。给定图像块

（patch）序列V = {vn}Nn=1 ∈ RN×P×P×3，掩码

后序列V\Φ的定义如下：

V\Φ = FM ({M(q; α; Φ)}Qq , {vn}Nn=1)

=

[ZERO], M(q; α; Φ) = 1

vn, M(q; α; Φ) = 0,

(3)

其中，FM (·; ·)代表掩码函数（或过程），q代
表随机选择的掩码单元区域，[ZERO]表示使用

像素值0来填充所选掩码区域2。其中，掩码单

元{M(q; α; Φ)}Qq=1 由指示函数得来：

M(q; α; Φ) = 1(q) =

1, q ∈ Φ,

0, q /∈ Φ,
(4)

其中，整数集Φ 中的每个值都是以rv 的比例

在[1, Q]的范围内随机选择的，Q = H×W
(α×P )2 为掩

码单元的总数量。如图4（b）所示，α 的取值范

围为{1, 2, .., 8}。为捕捉更高细粒度的语义，本文
选择α = 4作为默认设置3。

2在具体实现中，本文选择[ZERO] = 10−6以带来更好的优化稳定性

和更少的模式退化。
3图4（a）中传统掩码策略（P = 32）为本文提出的掩码策略

图4（b）的一个特例（即：当α = 8, P = 4 时）。

由于smooth-`1损失函数对离群值不敏感特

性，本文将其作为预训练优化目标，使用掩码后

的序列V\Φ 重建整个图像，公式定义如下：

LMIR =

0.5× (I′(x,y) − I(x,y))
2, if I′(x,y) − I(x,y) < 1

|I′(x,y) − I(x,y)| − 0.5, otherwise,

(5)

其 中 ，I′(x,y)和I(x,y)分 别 表 示 重 建 图 像I′和

输 入 图 像I′，(x, y)代 表 像 素 坐 标 。I′ =

FMIR(V\Φ; WMIR) 由可学习的权重WMIR 进行

参数化。函数FMIR(·; WMIR)代表一个标准的四

层U-Net [41]形状解码器，其接受四个金字塔式视

觉编码特征{Vk}4k=1 作为输入。

预预预训训训练练练目目目标标标2: 图图图像像像-文文文本本本匹匹匹配配配（（（ITM）））：：： 在最

后一个语言编码T4中所附加的分类编码被用来

耦合来自视觉-语言模态输入的表征。然后利用

函数FITM(·; WITM) 来表示权重为WITM 的全连

接层（FC）和softmax层。FITM 输出二分类概率

向量pITM = FITM(〈T,V〉; WITM)，用于表示所

输入时尚领域的图像和描述是否匹配（即：正、

负样本）。其中，正样本是从同一时尚产品类别

中选择的，而负样本则是从不同条目中随机选择

的。该预训练目标使用了二元交叉熵损失函数，

LITM =− E〈T,V〉[yITM log(pITM)

+ (1− yITM) log(1− pITM)],
(6)

其中yITM用于表示真实标签，1表示正样本，0表

示负样本。

预预预训训训练练练目目目标标标3: 掩掩掩码码码语语语言言言建建建模模模（（（MLM）））：：： 根据

文献 [42]，本文使用特定的[MASK]词例来随机替

换原始文本词例。MLM预训练目标是利用未掩码

的词例和图像块来预测被掩码的文本内容。给定

一个词例序列T = {t1, . . . , tL}，掩码后的序列可
以表示为T\i = {t1, . . . , [MASK]i, . . . , tL}。本文使
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表表表2 Fashion-Gen数据集的检索任务（TIR和ITR）和识别任务（M-CR和S-CR）上的性能展示。↑表示数值越大表现越好。其
中，SumR=(R@5+R@10) ×100 和SumC=(A+ macro-F)× 100。“N/A”表示无法获取分数。“Diff”是指排名第二的方法

与MVLT模型之间性能的数值差异。

VSE VSE++ SCAN PFAN ViLBERT ImageBERT FashionBERT VL-BERT OSCAR Kaleido-BERT MVLT

任务 指标 arXiv14 BMVC18 ECCV18 arXiv19 NeurIPS19 arXiv20 SIGIR20 ICLR20 ECCV20 CVPR21 OUR22 Diff

TIR

R@5 ↑ 12.76% 16.89% 13.00% 20.79% 37.23% 45.20% 46.48% 36.48% 49.14% 60.60% 78.00% +17.40%

R@10 ↑ 20.91% 28.99% 22.30% 31.52% 50.11% 55.90% 55.74% 48.52% 56.68% 68.59% 89.50% +20.91%

SumR ↑ 33.67 45.88 35.30 52.31 87.34 101.10 102.22 85.00 105.82 129.19 167.50 +38.31

ITR

R@5 ↑ 11.03% 14.99% 16.50% 14.90% 40.49% 41.89% 46.31% 39.90% 44.67% 60.09% 77.20% +17.11%

R@10 ↑ 22.14% 24.10% 26.60% 24.20% 48.21% 50.77% 52.12% 46.05% 52.55% 68.37% 91.10% +22.73%

SumR ↑ 33.17 39.09 43.10 39.10 88.70 92.66 98.43 85.95 97.22 128.46 168.30 +39.84

M-CR

A ↑ N/A N/A N/A N/A N/A 90.77% 91.25% N/A 91.79% 95.07% 98.26% +3.19%

macro-F ↑ N/A N/A N/A N/A N/A 0.699 0.705 N/A 0.727 0.714 0.896 +0.169

SumC ↑ N/A N/A N/A N/A N/A 160.67 161.75 N/A 164.49 166.47 187.86 +21.39

S-CR

A ↑ N/A N/A N/A N/A N/A 80.11% 85.27% N/A 84.23% 88.07% 93.57% +5.50%

macro-F ↑ N/A N/A N/A N/A N/A 0.575 0.620 N/A 0.591 0.636 0.829 +0.193

SumC ↑ N/A N/A N/A N/A N/A 137.61 147.27 N/A 143.33 151.67 176.47 +24.80

用交叉熵损失对该目标进行建模：

LMLM = −ET[log(pMLM)], (7)

其中，pMLM = FMLM(T\i; WMLM) 表示使

用T\i 对每个被掩码词例[MASK]i 的预测概率。

函数FMLM(·; WMLM) 代表参数为WMLM 的分类

器。MVLT模型最终预训练目标采用了如下三个

预训练目标的组合：

Ltotal = w1×LMIR+w2×LITM+w3×LMLM. (8)

3.3 下下下游游游任任任务务务

为公平起见，本文遵循了与文献 [12, 13]相同的

标准，在实验中采用了Fashion-Gen 2018 [43]测

评基准。该数据集包含67, 666个时尚产品及其相

关产品描述（60, 147个训练样本和7, 519个测试

样本），每个产品包含了不同视角下的产品图

像（包括1 ∼ 6 个样本）。因此，本文最终使

用了260, 480和35, 528个图像-文本对作为训练集

合和测试集合。为了公平对比，本文在Fashion-

Gen数据集上测试了MVLT模型并在如下四个时

尚领域相关的视觉-语言下游任务和其他模型进行

对比。

下下下游游游任任任务务务1: 文文文本本本-图图图像像像检检检索索索（（（TIR）））：：： TIR任务

要求模型在不同查询图像中检索出一个最高相似

度的文本。本文将一个产品的标题和其对应的图

像，作为一个图像-文本的正样本对，而图像-文

本的负样本对则是从不匹配的图像池中随机选择

而来。为增加实验的难度，本文将同一组图像-文

本输入（1个正样本和100个负样本）限制在同一

子类别中，使得它们尽可能相似。

下下下游游游任任任务务务2: 图图图像像像-文文文本本本检检检索索索（（（ITR）））：：： 作

为TIR任务的逆过程，ITR任务旨在从所给定一

串时尚相关的描述文本中检索出与之最匹配

的图像，上述双向的检索任务（即：TIR任务

和ITR任务）为跨模式研究中重要的研究方向。

与上述TIR任务中的样本挑选策略相类似，本文

准备了101组候选图像-文本对，包括同一子类别

中的1个正样本对和100个负样本对。MVLT模型

在没有进一步微调的情况下，评估了对上述两

项检索任务的零样本学习能力。本文使用准确率

（即：R@5指标和R@10指标），其通过对一组

预测概率的排序来进行性能评估。

下下下游游游任任任务务务3: 类类类别别别识识识别别别（（（M-CR和和和S-CR）））：：： 该

任务分为两个部分：品类识别（M-CR）和子品

类识别（S-CR）。作为电商业务的基础，这些

任务被用于提供所查询产品的具体类别。本文

希望模型应具备在不同粒度下的识别能力，包

括48 个品类和122 个子品类，例如：{M-CR =

SWEATERS,S-CR = CREWNECKS}。在最后一个语言
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Short sleeve cotton jersey t-
shirt in black. Rib knit 

crewneck collar. Knot at 
cuff. Tonal stitching.

TIR
(Rank@5)

99.77% 99.76% 99.69% 99.62% 99.49%

Cropped poplin t-shirt in 
white. Ribbed crewneck 
collar. Boxy fit. Tonal 

stitching.

99.82% 99.77% 99.39% 98.42% 98.38%

Long sleeve mohair-silk 
knit sweater in cream. 

Ribbed crewneck collar, 
cuffs, and hem. Tonal 

stitching.

99.96% 99.96% 99.88% 99.64% 99.54%

Straight-leg old denim 
jeans in indigo. Mid-rise. 

Four-pocket styling. 
Button-fly. Tonal stitching. 
Approx. 7.5" leg opening.

99.80% 99.25% 99.20% 98.64% 97.71%

TIR
(Rank@5)

TIR
(Rank@5)

TIR
(Rank@5)

ITR
(Rank@5)

• Long sleeve 'fully fashioned French terry' knit cashmere pullover in light grey. Rib knit crewneck collar, cuffs, and hem. Raglan sleeves. Rib knit 
panel at armscyes and side-seams. Signature 'four bar' striping knit in white at upper sleeve. Signature tricolor grosgrain pull-tab at back yoke. Tonal 
stitching. (99.96%, Matched) 

• Long sleeve rib knit silk and cotton-blend sweater in navy. Crewneck collar. Red trim at hem. Dropped shoulders. Tonal stitching. (99.91%)
• Cotton knit pullover in black. Ribbed crewneck collar, cuffs, and hem. Intarsia skull pattern knit at front in black and grey. Tonal stitching. (85.90%)
• Long sleeve cotton sweater in navy. Rib knit crewneck collar, cuffs, and hem. Raglan sleeves. Tonal stitching. (0.12%)
• Long sleeve rib knit alpaca and wool-blend sweater in off-white. Distressing throughout. Crewneck collar. Tonal stitching. (0.01%)

xt

• Long sleeve 'chunky' knit wool sweater in off-white. Rib knit V-neck collar, cuffs, and hem. Patch pocket at body. Tonal stitching. (99.95%, 
Matched) 

• Long sleeve rib knit cotton off-the-shoulder sweater in black. V-neck collar. Tonal stitching. (99.94%)
• Long sleeve rib knit merino wool off-the-shoulder pullover in black. Off-white rib knit cotton tank top-style underlay at V-neck collar. Tonal 

stitching. (64.74%)
• Long sleeve knit crepe sweater in black. V-neck collar. Drop-tail hem. Tonal stitching. (0.50%)
• Long sleeve boxy ribbed knit sweater in black. V-neck collar. Trim in white at collar and cuffs. Raglan sleeves. Tonal stitching. (0.03%)

ITR
(Rank@5)

图图图5 TIR和ITR任务的可视化结果，即由 MVLT模型所预测概率中的前五名。“Matched” 表示图像-文本对的真实标注。

编码特征T4中的类别词例编码后端，本文增加

了两个相互独立的全连接层，用于分别生成两

个不同的产品类别分类概率，这个过程需要使用

对应标注进行额外的微调。最后，采用两个分类

相关的指标来评估性能：准确率（A）和macro

F-measure（macro-F）。
任任任务务务4: 掩掩掩码码码图图图像像像生生生成成成（（（MIG）））：：： MIG任务可以

被视为一个像素级别重建任务，即对图像中以

概率rv对图像块（patch）进行随机掩码（请参见

第3.2节中所描述的MIR预训练目标）。然后以未

掩码的区域作为视觉线索，要求模型重建出完整

的图像。

4 实实实验验验

本节将详细介绍实验部分，以验证MVLT模型中

各个子模块的有效性。

4.1 设设设定定定

本小节给出了训练过程中的超参数设置。i）））预预预

训训训练练练过过过程程程：：： 使用PyTorch框架在8个Tesla V100

GPU下进行训练。采用AdamW优化器，动

量值设定为0.9，批大小设定为1200（即：每

个GPU为150），权重衰减设定为10−4。为避免

过拟合，MVLT模型使用了ImageNet预训练的权

重 [22]初始化。初始学习率设定为2.5 × 10−3，

并使用余弦衰减策略进行学习率调整。对于视

觉侧，输入图像的尺寸被统一调整为H = W =

256，并被分割成多个尺寸为P = 4的图像块

（patch）。对于语言侧，所有产品的文本描述

都被词例化，并填充为统一长度L = 128的词例

（token）序列，其中包含了分类词例、描述词例

和填充词例。视觉和语言的掩码概率分别被设定

为rv = 0.5 和rl = 0.15。本文根据经验设置了权

重系数{w1 = 10, w2 = 1, w3 = 1}来平衡不同损失
数值的数量级。ii）））微微微调调调过过过程程程：：：本文采用端到端

的微调方式将预训练的视觉-语言表征迁移到不同

的下游应用，其设置与预训练过程保持一致。

4.2 实实实验验验结结结果果果

第3.3节中给出了四个时尚相关下游任务的

细节。实验结果表明，MVLT模型优于所

有 的 对 比 方 法 ， 包 括 ：VSE [44]、VSE++

[45]、SCAN [27]、PFAN [46]、ViLBERT
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Ground-Truth Label
{M-CR = JACKETS & COATS}
{S-CR = BOMBERS}

Prediction
{M-CR = JACKETS & COATS}
{S-CR = BOMBERS}

Ground-Truth Label
{M-CR = TOPS}
{S-CR = T-SHIRTS}

Prediction
{M-CR = TOPS}
{S-CR = T-SHIRTS}

Ground-Truth Label
{M-CR = JEANS}
{S-CR = JEANS}

Prediction
{M-CR = JEANS}
{S-CR = JEANS}

Ground-Truth Label
{M-CR = SHIRTS}
{S-CR = SWEATSHIRTS}

Prediction
{M-CR = SHIRTS}
{S-CR = SWEATSHIRTS}

Ground-Truth Label
{M-CR = PANTS}
{S-CR = TROUSERS}

Prediction
{M-CR = PANTS}
{S-CR = TROUSERS}

Ground-Truth Label
{M-CR = TOPS}
{S-CR = SHIRTS}

Prediction
{M-CR = TOPS}
{S-CR = SHIRTS}

图图图6 在Fashion-Gen上父类/子类识别的可视化结果。绿色字体表示与真实标签匹配。

(a) Fashion-Gen (In-domain) (b) Data from e-commercial website (Out-of-domain)
图图图7 MVLT模型生成样本的可视化。灰色代表被掩码的区域。

[17]、ImageBERT [16]、FashionBERT [12]、VL-

BERT [26]、OSCAR [29]和Kaleido-BERT [13]，

这充分展现了MVLT模型在处理视觉-语言理解和

生成任务上的优越性。

TIR 和和和ITR任任任务务务：：： 如表2 所示，MVLT模

型在TIR任务上超过了最优方法（即：Kaleido-

BERT-CVPR21），在R@5指标、R@10指标上

的提升分别为17.40%和20.91%。对于ITR任

务，本文提出的方法取得了更具竞争力的

结果，在R@5指标和R@10指标上分别提高

了17.11%和22.73%。在这些情况下，结果都有

力地证明了本文所提出模型具有匹配视觉和语言

的能力，并展示出a）））MIR预预预训训训练练练目目目标标标和b）））端端端

到到到端端端预预预训训训练练练在时尚领域中的效果。得益于简单、

高效、强大的结构设计，MVLT模型能够应用于

许多相关领域。此外，图5 中展示了这两个检索

任务的可视化结果。

M-CR任任任务务务和和和S-CR任任任务务务：：：与基于BERT架构

的模型 [12, 13, 16, 29]相比，本文在这两个任务中

(C1) Grid (C2) Stroke (C3) Center Random Grid

图图图8 本文设计了四种不同的图像掩码策略，实验结果表明使

用随机网格策略的表现最好。

也取得了最好的表现，验证了MVLT模型具有出

色的图文理解能力。与现有的最优方法Kaleido-

BERT相比，所提出的模型在S-CR 任务中

的macro-F 指标提高了0.193。此外，在SumC
指标方面的平均提升（即M-CR：21.39 和S-

CR：24.80）均十分明显。由于该指标对数据分

布非常敏感，进一步表明MVLT模型具有很强的

鲁棒性。我们还在图6中展示了M-CR和S-CR的识

别结果。

MIG任任任务务务：：：图7展示了在Fashion-Gen 2018数

据集验证子集（a）和我们的电商网站（b）上的

图像重建效果，图像对比表明本文的重建性能十

分显著。由于这个任务需要模型真正地学习到与
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表表表3 本文的MVLT模型中五个关键预训练因素的消融实验。更多相关分析请参见第4.3节。

（（（a）））掩掩掩码码码比比比例例例（（（rv））） （（（b）））掩掩掩码码码单单单元元元尺尺尺寸寸寸（（（α））） （（（c）））掩掩掩码码码方方方式式式 （（（d）））预预预训训训练练练目目目标标标 （（（e）））预预预训训训练练练 MVLT

（A1） （A2） （A3） （A4） （B1） （B2） （B3） （B4） （C1） （C2） （C3） （D1） （D2） （D3） （E1）
（Final）

应用 指标 0.10 0.30 0.70 0.90 1 2 8 16 Grid Stroke Center ITM ITM+MIR ITM+MLM w/o PVT

TIR

R@1 31.10% 33.50% 30.50% 30.70% 31.90% 30.30% 30.00% 32.20% 32.20% 31.40% 30.40% 30.40% 32.20% 32.90% 29.00% 34.60%

R@5 75.70% 76.00% 75.50% 73.80% 75.30% 75.60% 73.90% 76.90% 75.30% 76.10% 75.10% 74.10% 76.00% 76.20% 72.20% 78.00%

R@10 88.60% 88.70% 88.00% 88.60% 89.60% 88.60% 88.20% 88.60% 88.50% 89.20% 87.20% 83.50% 87.20% 88.60% 86.60% 89.50%

SumR 195.40 198.20 194.00 193.10 196.80 194.50 192.10 197.70 196.00 196.70 192.70 188.00 195.40 197.70 187.80 202.10

Diff −6.70 −3.90 −8.10 −9.00 −5.30 −7.60 −10.00 −4.40 −6.10 −5.40 −9.40 −14.10 −6.70 −4.40 −14.30 −

ITR

R@1 30.00% 29.90% 29.90% 28.50% 29.00% 29.70% 29.00% 28.90% 31.40% 31.10% 30.10% 29.30% 30.40% 28.40% 25.60% 33.10%

R@5 75.70% 74.90% 76.50% 75.00% 76.90% 77.10% 74.20% 77.30% 77.40% 74.50% 73.90% 70.80% 75.50% 76.30% 71.50% 77.20%

R@10 88.80% 89.00% 89.20% 88.20% 89.40% 87.70% 88.00% 89.90% 89.60% 88.50% 87.80% 86.80% 87.80% 88.80% 85.90% 91.10%

SumR 194.50 193.80 195.60 191.70 195.30 194.50 191.20 196.10 198.40 194.10 191.80 186.90 193.70 193.50 183.00 201.40

Diff −6.90 −7.60 −5.80 −9.70 −6.10 −6.90 −10.20 −5.30 −3.00 −7.30 −9.60 −14.50 −7.70 −7.90 −18.40 −

M-CR
A 98.16% 97.87% 98.09% 98.06% 98.03% 98.04% 98.11% 98.01% 98.12% 98.07% 98.04% 96.49% 97.11% 98.08% 97.92% 98.26%

macro-F 0.870 0.860 0.890 0.870 0.870 0.880 0.850 0.870 0.869 0.877 0.870 0.806 0.853 0.876 0.879 0.896

SumC 185.16 183.87 187.09 185.06 185.03 186.04 183.11 185.01 185.02 185.77 185.04 177.09 182.41 185.68 185.82 187.86

Diff −2.70 −3.99 −0.77 −2.80 −2.83 −1.82 −4.75 −2.85 −2.84 −2.09 −2.82 −10.77 −5.45 −2.18 −2.04 −

S-CR
A 93.10% 93.34% 93.36% 93.23% 93.29% 93.34% 93.32% 93.32% 93.37% 93.21% 93.59% 89.64% 90.87% 93.29% 92.90% 93.57%

macro-F 0.800 0.810 0.820 0.810 0.810 0.810 0.800 0.799 0.794 0.814 0.830 0.703 0.728 0.809 0.790 0.829

SumC 173.10 174.34 175.36 174.23 174.29 174.34 173.32 173.22 172.77 174.61 176.59 159.94 163.67 174.19 171.90 176.47

Diff −3.37 −2.13 −1.11 −2.24 −2.18 −2.13 −3.15 −3.25 −3.70 −1.86 +0.12 −16.53 −12.80 −2.28 −4.57 −

时尚相关的语义信息，从而可验证MVLT的生成

能力。

4.3 消消消融融融实实实验验验

掩掩掩 码码码 比比比 例例例 ：：： 表3（a） 给 出 了 具 有 不

同 掩 码 概 率rv 的 四 个 变 体 模 型 ， 包

括0.10（A1）、0.30（A2）、0.70（A3）、0.90（A4）

和 本 文 的 设 定0.50。R@5指 标 随 着 掩 码

概 率 的 增 加 而 稳 步 上 升 ， 直 到 最 优 点

（75.70% → 78.00%），然后性能出现急剧下降

（73.80%）。本文认为，增加rv会使MIR任务变

得更加困难，因此使得MVLT模型能够在受限情

况下更好地学习语义信息。然而，掩盖过多的视

觉区域意味着失去更多的有效信息，从而导致表

征学习变差。

掩掩掩码码码单单单元元元尺尺尺寸寸寸：：： 得益于PVT模型的灵活

性，我们可以轻松地尝试不同尺寸下的掩码

图像块设计。表3（b）中给出了四种不同尺

寸α 设定的掩码单元所对应的变体模型，包

括：1（B1）、2（B2）、8（B3）、16（B4）和

本文的设定4相比较。结果显示模型的性能对这个

因素十分敏感，这也验证了适当的粒度设定对于

学习鲁棒的时尚相关表征的重要性。

表表表4 对使用ImageNet [47]预训练PVT权重的消融研究。

TIR ITR M-CR S-CR

R@5 R@10 R@5 R@10 A macro-F A macro-F

w/o PVT72.20% 86.60% 71.50% 85.90% 97.92% 0.879 92.90% 0.790

w/ PVT78.00%89.50%77.20%91.10%98.26% 0.896 93.57% 0.829

Diff+5.80%+2.90%+5.70%+5.20%+0.34% +1.7% +0.67% +3.9%

掩掩掩码码码方方方式式式：：： 如图8 所示，本文为MIR任务

设计了四种不同的掩码策略，即网格掩码策略

（C1）、涂鸦掩码策略（C2）、中心掩码策略

（C3）和本文的随机网格（Final）掩码策略，定

量的性能结果差异请参见表3（c）。可以看出，

使用随机网格掩码（Final）的模型取得了最佳性

能，而其他三种策略则表现较差。本文分析其原

因是，与网格（C1）和中心（C3）方式相比，随

机网格掩码（Final）能够帮助 MVLT构建全面的

表征。类似于本文采取的策略（Final），涂鸦掩

码策略（C2）中也随机掩码了给定图像，然而或

多或少在单独图像块（patch）中留下了未掩码的

视觉线索。由于所提出的掩码策略很大程度保留

了图像的语义，从而增强了模型对于可视区域知

识的学习，这使得模型更容易地预测掩码区域。

预预预训训训练练练目目目标标标：：： 表3 （d）给出了四个不同

的变体模型来研究每个预训练目标的贡献，
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表表表5 Fashion-Gen数据集上零样本检索的结果比较。

TIR ITR

R@1↑ R@5↑ R@10↑ R@1↑ R@5↑ R@10↑

ViLBERT （Zero-shot） 7.18% 18.73% 29.84% 8.99% 15.34% 26.14%

CLIP （Zero-shot） 16.30% 40.60% 55.60% 13.60% 43.10% 57.60%

MVLT OUR））） 34.60%78.00%89.50%33.10%77.20%91.10%

表表表6 MS-COCO 2014数据集的检索结果。†表示使用了额外
的特征提取器（例如：Faster RCNN）。

TIR task （5K Test） ITR task （5K Test）

R@1↑ R@5↑ R@10↑ R@1↑ R@5↑ R@10↑

Unicoder-VL† 48.40% 76.70% 85.90% 62.30% 87.10% 92.80%

UNITER-Base† 50.30% 78.50% 87.20% 64.40% 87.40% 93.10%

ViLT-Base/32 41.30% 72.00% 82.50% 61.80% 86.20% 92.60%

MVLT OUR））） 49.66% 79.88% 87.50% 65.38% 90.04% 93.60%

即ITM（D1），ITM+MIR（D2），ITM+MLM（D3）

以 及 本 文 的ITM+MIR+MLM（Final） 。

在TIR任务中，相比于D1变体模型和D2变体

模型，本文可以看到D3变体模型在R@5 指标

上具有更好的表现：74.10%（D1） < 76.00%

（D2） < 76.20%（D3）本文认为，MLM任

务可以帮助模型更为全面地学习语言知

识，因此它提供了一个更精确的查询，使

模型召回更匹配的图像。在ITR任务中，

将D2变体模型与D1和D3变体模型的R@5 指

标相比较时，本文发现类似的结论：70.80%

（D1） < 75.50%（D2） < 76.30%（D3）。这

表明，更好的视觉学习对于匹配更为准确的商品

描述文本极为重要。

加加加载载载预预预训训训练练练权权权重重重：：： 如表4 所示，本文通

过对比实验来证明加载ImageNet [47]预训练

后PVT权重的重要性。若不加载预训练PVT权

重 ，MVLT的 性 能 大 幅 度 下 降 （ITR任 务

的R@5指标: 77.20%→71.50%，S-CR任务的A指
标: 93.57%→92.90%）。这是由于在大规模通用

数据集上的预训练模型已经学习了颜色、纹理、

形状等信息，因此其对特定领域的应用也会带来

性能提升。

4.4 更更更多多多讨讨讨论论论

MVLT模模模型型型在在在通通通用用用领领领域域域中中中表表表现现现如如如何何何？？？ 为了进

一步探究模型在通用领域中的潜力，本文在

这里讨论两个扩展的问题。a）通用模型可以

直接迁移到时尚领域中吗？ 受到通用视觉-

语言模型影响力的启发，如在表5中进一步探

究了两个典型的通用模型（例如，ViLBERT模

型[17]和CLIP模型[48]）的零样本性能。这再次表

明了在特定领域设计预训练模型的必要性和优

越性。b）MVLT模型在通用领域中也有用吗？本

文进一步验证了我们的模型在一般领域的潜在

能力。表6展示了在MS-COCO 2014数据集[49]上

的性能，其中MVLT模型遵循与[35]相同的训练

标准。结果表明，与最新模型（例如：Unicoder-

VL模型[50]、UNITER模型[18]和ViLT模型[35]）

相比，本文模型取得了可喜的结果，而没有使用

额外的训练数据或者训练过程中使用特殊的检索

损失函数，这表明MVLT模型在扩展到通用场景

时也是一个十分有前景的解决方案。

为为为什什什么么么金金金字字字塔塔塔架架架构构构和和和MIR有有有效效效？？？ 如引言章节

所述，时尚领域具有两个未充分研究的问题。

为了解决可迁移性问题，金字塔架构[22]以原始

模态数据作为输入，无需复杂的数据预处理流

程，从根本上缓解了工业应用场景中的负担。

此外，MIR任务不需要手工标签，例如：分类标

签、边界框或像素级别分割标签。针对特征粒

度问题[51]，金字塔架构[22]提供了语义丰富的多

尺度特征。结合MIR任务的设计，本文的框架可

以表征具有多粒度的时尚领域知识（例如：连衣

裙、V领），这些特点在该领域很有帮助且是迫

切需要的。

对于语义理解任务（例如：检索任务[52]、分

类任务），性能良好的视觉-语言模型可以作为良

好的基础，并通过使用额外的解码器而易于应用

在下游任务中（例如：文本到图像的合成[53]、
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图像描述）。本文因为专注于时尚领域的表征学

习任务，而没有进行图像描述实验。

MVLT模模模型型型与与与MAE模模模型型型[32]比比比较较较：：： MAE模型

通过允许模型探索像素到像素的关联来学习

通用的视觉表征，所以本文所提出的MVLT模

型和MAE模型在这方面是相似的。但是本文

的MVLT模型首次将类似的视觉重建预训练目标

引入多模态研究中（例如：时尚领域）。

5 总总总结结结与与与展展展望望望

本文提出了一个视觉-语言框架 MVLT，并做出

了两个贡献：1）掩码图像重建（MIR）预训练

目标；2）端到端的预训练方案。实验和消融

分析证明了其在各种匹配和生成任务上的优越

性。MVLT模型在检索和识别任务上以较大的优

势超过了现有的最优方法Kaleido-BERT，进一步

促进了时尚领域的发展。本文所提出的端到端方

法简化了真实场景下的工作流（如：数据预处理

和模型训练），使得大型电子商务网站的开发和

业务效率提高近50%。

为缓解真实电商应用中的存储和计算限制，

未来本文将在时尚领域中继续探索更为高效的方

法，如使用哈希编码 [54]、网络剪枝和知识蒸馏

等技术。
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